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基于相似日聚类的超短期光伏功率 
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［摘 要］针对功率预测模型受光伏功率波动性影响导致预测精度低的问题，提出一种基于相似日聚

类的光伏功率预测组合模型。首先，采取 k-means 聚类算法将原始功率数据按不同天气类

型划分为晴天、雨天和多云 3 种相似日样本集，并利用变分模态分解（VMD）对相似日样

本进行分解；其次，采用卷积神经网络优化支持向量机（CNN-SVM）和双向长短时记忆

（BiLSTM）神经网络 2 个单模型分别对分解后的功率数据进行预测叠加并将预测结果进

行加权组合，利用网格搜索（GS）算法寻找最优组合权重，提升组合预测模型性能；最后，

以澳大利亚某光伏电站 1 年实测数据为例，验证所提出光伏功率预测模型的有效性。实验

结果表明：无论何种天气类型，所提出模型均能很好地对光伏功率实现预测，具有较强的

适应性。 
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Ultrashort term photovoltaic power combinatorial forecasting model  

based on similar day clustering 
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(1.Jiutai Power Plant, Huaneng Changchun Power Generation Co., Ltd., Changchun 130500, China;  

2.Xi’an Thermal Power Research Institute Co., Ltd., Xi’an 710054, China) 

Abstract: Aiming at the problem of low prediction accuracy of single power prediction model due to the impact of 

photovoltaic power fluctuation, a combined photovoltaic power prediction model based on similar day clustering is 

proposed. Firstly, k-means clustering is selected to divide the original power data into three similar day sample sets 

of sunny, rainy and cloudy according to different weather types, and the variational mode decomposition (VMD) is 

used to decompose the similar day samples; Secondly, the convolution neural network is used to optimize the 

support vector machine (CNN-SVM) and bidirectional short-term and short-term memory (BiLSTM) neural 

network, respectively, to predict and superimpose the decomposed power data and combine the prediction results 

with weights, and the grid search algorithm (GS) is used to find the optimal combination weight to improve the 

performance of the combination prediction model. Finally, the validity of the PV power prediction model proposed 

in this paper is verified by the one-year measured data of a photovoltaic power station in Australia. The experimental 

results show that the model proposed in this paper can predict the photovoltaic power well and has strong 

adaptability no matter what weather type. 
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围绕“十四五”规划和“双碳”目标，新型电

力系统结构不断发展，新能源发电量占比在 2060 年

预计达到 60%以上。光伏发电是最主要的新能源发

电技术之一，已经得到迅猛发展。但是，其间歇性、

多变性、随机性的特点又给新能源消纳和电网稳定

性带来极大的挑战。光伏功率预测能够在一定程度

上缓解新能源消纳的问题，降低弃光率，同时在电

网管理和调度中发挥积极作用，进一步提供可靠的

电力成本分析，提高经济效益[1]。 

目前在光伏功率预测方面已经有很多学者做

了研究工作，大致可分为物理法和统计法 2 种：物

理法是根据光伏发电原理，基于天气预报数据和光

伏系统设计参数来建立光伏功率预测模型，但该方

法对电站组件参数和气象数据依赖性较高，且建模

过程复杂，预测精度较低，商业化推广的难度较大；

统计法[2-3]主要基于以往累计的功率数据和气象数

据，通过特定算法建立功率输入、输出的映射关系

实现光伏功率预测，统计法由于建模简单、信息易

获取等优点受到研究者的青睐。 

现在常用光伏功率预测技术主要分为模型输

入、模型构建以及参数优化 3 部分。模型输入是通

过聚类、降维及分解等方法对原始功率数据进行预

处理。文献[4]通过经验模态分解（EMD）对环境因

素序列分解，然后利用主成分分析法（PCA）对特

征输入降维。文献[5]通过集合经验模态（EEMD）

分解对光伏功率数据进行分解。文献[6]通过经验小

波变换（EWT）对原始功率序列进行分解。文献[7]

首先使用 k-means 算法对历史数据按天气分类，然

后使用变分模态分解（VMD）对数据序列进行分解。

文献[8]通过模糊 C 均值聚类对初始数据按不同的

季节和天气进行划分。模型构建主要采用传统学习

算法（如支持向量机、随机森林等）和深度学习算

法（如卷积神经网络、循环神经网络）等智能算法

的预测技术。参数优化主要涉及模型训练和模型超

参数优化，如采用灰狼、蚁群等寻优算法进行参数

调优。文献[9]使用了基于改进的麻雀搜索算法

（SSA）优化极限学习机（ELM）来预测短期光伏

功率。文献[10]使用基于自适应遗传算法优化Elman

神经网络来预测光伏功率。文献[11]使用基于粒子

群优化极限梯度提升树（PSO- XGBoost）来预测光

伏功率。文献[12]采用长短时记忆（LSTM）神经网

络来预测光伏功率。文献[13]基于模拟退火粒子群

算法优化 BP 神经网络（SAPSO-BP）来预测光伏功 

率。然而，上述研究都是采用单一模型来预测光伏

功率，组合预测能够结合各单一模型的优势，进一

步提升光伏功率预测精度。已有不少文献验证了组

合模型的有效性：文献[14]采用熵权法组合 3 种单

一模型来预测光伏功率；文献[15]采用遗传算法组

合单一模型来预测光伏功率；文献[16]采用强化学

习的 Q 学习算法组合单一模型来预测光伏功率。这

些组合模型有效提升了光伏功率预测精度。 

基于此，本文提出一种基于 k-means 聚类、变

分模态分解、卷积神经网络优化支持向量机、双向

长短时记忆神经网路和网格搜索算法的组合光伏

功率预测模型（GS+VMD+CNN-SVM+BiLSTM）。

首先，使用 k-means 进行相似日聚类，划分为晴天、

雨天和多云 3 种天气类型的数据集；其次，使用

VMD 分解法将相似日数据集分解为多个子序列；

然后，分别使用 CNN-SVM 和 BiLSTM 对各子序列

预测并叠加得到 2 个单一模型各自的光伏功率预测

结果；最后，使用网格搜索算法对单个模型预测结

果进行最优权重组合，得到最终的光伏预测结果。 

1 组合预测模型框架 

本文所提出的基于相似日聚类和网格搜索法

优化的组合式光伏功率预测模型如图 1 所示。 

 

图 1 组合式光伏功率预测模型 

Fig.1 Combined model of photovoltaic power prediction  
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2 k-means 聚类和 VMD 分解 

2.1 基于 k-means 的相似日聚类 

通过对天气分型，相似日进行聚类，对不同天

气类型建立相应的样本和预测模型，能够有效提升

预测模型的精度。k-means 聚类算法原理简单，适用

性强，且计算大规模数据集时比较高效。其将数据

集划分成事先设定好的 K 种类别，每类中的数据间

保持有较大的相似度，具有类内紧凑、类间疏远的

特点[17-18]。k-means 算法步骤为： 

1）设定输入数据集 X={x1i, x2i, ... xmi}，i=1, 2,…, 

n，n 为样本数据量，m 为每个样本数据的特征维度，

输出簇划分为 C={c1, c2, ... cK}，K 为设定所需聚类

数量； 

2）从输入样本集 X 中随机抽取 K 个数据向量

作为初始聚类中心 Cj={c1j, c2j, ... cmj}； 

3）分别计算每个数据点到 K 个聚类中心的欧

氏距离，并将该点归入与聚类中心距离最小的那一

类中，形成 K 个簇； 

4）对新的簇重新计算聚类中心； 

5）重复步骤 3）、步骤 4），若均值不再变化或

达到预设迭代次数，则终止算法。 

本文进行聚类时所选取的特征向量有每日风

速的最大值和最小值，每日风向平均值的正弦值和

余弦值，每日温度的最大值、最小值及平均值，每

日湿度的最大值、最小值及平均值，每日辐射度的

最大值、最小值和平均值。 

2.2 VMD 分解 

变分模态分解（VMD）能够依据信号的频域特

性把原始数据序列分解成多个准正交模态函数序

列，其本质是变分问题的求解过程。以变分问题为

架构，利用交替方向乘子法持续更新各模态及模态

中心频率，并分离各模态及其中心频率，最终使各

模态的估计带宽之和最小。VMD 具有自适应好的

特点，且能够很好地避免模态混叠现象[19]。 

约束变分模型为： 
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式中：uk为分解后的第 k 个模态分量；wk 为对应模

态分量的中心频率；t 为 Dirac 分布函数；*为卷积

运算符；K 为预设的模态数目。 

引进二次惩罚因子和 Lagrange 乘子，使变分

问题不受约束，Lagrange 函数为： 
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利用交替方向乘子法对式(2)求解，得到数据分

解后的 K 个模态分量。 

模态分量 uk 及中心频率 wk的更新表达式为： 
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式中： ˆ( )f w 、 ˆ (w)ku 、 ˆ( )u w 为分别 f(t)、ui(t)、u(t)

的傅里叶变换；w 为频率；n 为迭代次数。 

通过式(3)、式(4)循环迭代，更新 uk 及 wk，代

入式(5)更新 λ： 
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式中：为 Lagrange 乘子更新系数。 

对于已知判别精度>0，有停止迭代条件： 
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倘若满足迭代停止要求，则迭代停止，输出  

K 个模态序列；若不满足迭代停止要求，将迭代结

果重新返回式(3)、式(4)，进行新一轮迭代。K 值选

取直接影响分解结果，一般通过频率中心法来确定。 

3 预测模型 

3.1 CNN-SVM 模型 

时间序列数据可视为 1 组一维网格数据，卷积

神经网络具有很强地处理网格拓补特征数据的能

力，能够很好地提取数据序列的空间特征。将提取

的数据特征输入支持向量机中，采取 CNN-SVM 模

型实现功率预测。 

3.1.1 卷积神经网络 

CNN 模型通过局部连接和权重共享的形式，将

原始数据进行高维映射处理，有效提取数据特征。

CNN 一般由卷积层、池化层和全连接层 3 部分构
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成。卷积层主要用来提取输入数据的特征，用奇数

卷积核对输入进行多深度卷积运算，再利用 Relu 等

激活函数进行非线性映射；池化层主要负责数据特

征降维，通过对卷积层获得的数据特征进行汇总，

采取最大值或平均值处理，实现特征降维；全连接

层嵌入网络的底层，对池化层处理后的数据特征实

现整合，计算回归的结果[20-22]。 

由于影响光伏功率的温度、辐射度等因素为一

维数据，本文选择一维卷积神经网络构建光伏功率

预测输入输出模型，一维卷积神经网络预测结构如

图 2 所示。 

 

图 2 一维卷积神经网络预测模型结构 

Fig.2 Prediction model structure of one-dimensional 

convolution neural network 

3.1.2 支持向量机 

SVM 是基于统计学理论的一种机器学习方法，

根据结构风险最小化原则提出，具有泛化能力强及

计算速度快等特点[23-24]。 

对 SVM 引入核函数实现非线性变化，目标函

数为： 
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式中：w 为权重向量；c 为惩罚因子；为误差；xi

为样本向量；b 为偏置量。 

引入核函数 K(xi, xj)后，函数转化为： 
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分类函数为： 
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径向基（RBF）函数为局部核函数，可以直观

体现数据间的距离，并且针对数据噪声具有显著的

抗干扰能力，分类性能优于其他核函数，选用 RBF

函数作为 SVM 核函数。 

核函数表达式为： 
2

( , ) exp( ), 0i j i jK x x x x         (11) 

式中：为 RBF 的核参数，决定其镜像作用范围。 

3.1.3 基于 CNN-SVM 的预测模型 

本文基于CNN-SVM的光伏功率预测模型通过

卷积神经网络中卷积和池化操作对原始数据进行

特征学习和提取，随后将提取出的特征即全连接层

的结果作为 SVM 输入，从而实现光伏功率的预测。 

构建 CNN-SVM 模型的具体步骤如下： 

1）将光伏功率数据划分为训练集、验证集及测

试集，并进行归一化处理； 

2）建立 CNN-SVM 预测模型，对模型参数进

行初始化； 

3）将训练集样本输入 CNN 模型中训练。训练

时采用梯度下降算法进行传播并更新模型参数，利

用验证集数据实时验证模型的误差和损失值，在预

设的迭代次数内，若误差和损失值满足要求，则保

存模型的最优超参数和权重； 

4）将最优超参数迁移至 CNN-SVM 模型中的

CNN 部分，利用 Flatten 层的输出对 SVM 进行训练； 

5）将训练好的 CNN-SVM 模型用测试集进行

验证，输出预测结果。 

基于 CNN-SVM 模型光伏功率预测流程如图 3

所示。 

 

图 3 基于 CNN-SVM 模型光伏功率预测流程 

Fig.3 Photovoltaic power prediction flow based on  

CNN-SVM model 

3.2 双向 LSTM 模型 

光伏功率数据序列具有很强的时间相关性。

CNN 模型注重的是提取输入数据的局部空间特征， 
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而LSTM模型因其特殊的网络结构可以提取时间序

列数据之间的时间相关性，非常适合解决时间序列

预测问题。LSTM 模型相比于传统循环神经网络，

加入了遗忘门、输入门以及输出门，模型会更加有

选择性地筛选有效信息，剔除无效信息，很好地避

免了 RNN 梯度爆炸及容易消失的问题。LSTM 模

型长期依赖信息的学习，能够利用前时刻的状态信

息推导下一时刻的状态信息，形成“记忆”的功

能，从而显著提升模型的预测性能。LSTM 模型单

元结构如图 4 所示。 

 

图 4 LSTM 模型单元结构 

Fig.4 LSTM model unit structure 

LSTM 模型单元结构计算过程为： 

i i 1 i
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o o 1 o
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( )

tanh( )
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t t t
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t t t

t t t
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i W x U h b

f W x U h b

O W x U h b

g W x U h b

C g i C f

h C O

















  


  
   


  
  




      (12) 

式中：为 sigmoid 函数；W 为权值；b 为偏置；Ct–1

为前一时刻单元状态；ht-1为前一时刻中间状态；xt

为当前时刻输入；ft 为遗忘门输出；it 和 Ot 分别为

输入门和输出门的输出；gt 为输入节点的输出；Ct

和 ht分别为输出变量的单元状态和中间状态。 

双向 LSTM(BiLSTM)模型是在 LSTM 模型的

基础上，将单相的 LSTM 神经网络层变为双向的

Backward 层和 Forward 层。Forward 层从初始时刻

到 t 时刻正向计算一遍，得到并保存每个时刻向前

隐含层的输出。Backward 层则沿着时刻 t 到初始时

刻反向计算，得到并保存每个时刻向后隐含层的输

出。最后结合 Forward 层和 Backward 层的相应时

刻输出的结果得到最终输出[25-27]。图 5 为 BiLSTM

模型单元结构。 

3.3 组合预测模型 

由于机理不同，单一模型均有自身的局限性。

CNN 模型能够很好地提取功率数据集的空间特征，

LSTM 模型能够很好地提取功率数据集的时间特

征，采用组合模型将 2 种不同的单一模型结合起来，

综合利用 2 种单一模型所提供的信息，可以提升预

测精度。 

 

图 5 BiLSTM 模型单元结构 

Fig.5 BiLSTM model unit structure 

3.3.1 基于熵权法的定权重模型 

基于熵权法（entropy method，EM）的光伏功

率组合预测模型，通过信息熵理论得到各单一模型

的组合权值。将单一模型预测值与真实值的误差视

作评价指标，每个预测点视作评价对象。 

1）计算单一模型预测值与真实值的误差绝对

值，并以每个模型预测点的误差绝对值形成评价矩

阵，记作 A=[aij]m×n，其中 m=120，n=2。 

2）标准化处理评价矩阵，得到标准化矩阵

R=[rij]m×n： 

min( )

max( ) min( )

ij ij

ij

ij ij

a a
r

a a





          (13) 

3）计算第 j 个模型中第 i 个预测点的误差绝对

值占比： 

1

ij

ij m

ij

i

r
p

r





               (14) 

式中：i=1, 2, …m；j=1, 2, …n。 

4）计算 2 个模型相应的熵值大小： 

1

1
ln

ln

m

j ij ij

i

H p p
m 

            (15) 

5）计算 2 个模型的组合权值： 

1

1 j

j n

j

j

H
w

n H






             (16) 

6）计算组合模型预测值，P1、P2分别为 2 个单

一模型预测点对应的预测值，P3 为组合预测值： 

3 1 1 2 2P w P w P            (17) 

3.3.2 基于网格搜索法的变权重模型 

采用网格搜索法获取变权重系数的目的是在 
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任意时刻使得组合模型的误差绝对值最小，设其适

应度函数为第 k 时刻组合模型的均方根误差（root 

mean square error，RMSE），即： 

 
2

RMSE cs cs bl bl

1
( ) ( ) ( ) ( ) ( ) ( )

n

k w k y k w k y k y k
n

   

(18) 

式中：wcs(k)、ycs(k)分别为第 k 时刻 CNN-SVM 模型

的权重与预测值；wbl(k)、ybl(k)分别为第 k 时刻

BiLSTM 模型的权重与预测值；wcs(k)+wbl(k) =1；y(k)

为第 k 时刻的真实值。 

变权重组合模型在 k 时刻的表达式为： 

cs cs bl bl( ) ( ) ( ) ( )kP w k y k w k y k        (19) 

4 算例分析 

4.1 实验数据说明 

本文采用澳大利亚（DKASC）某光伏发电站在

2016.04.01—2017.03.31 的实测光伏功率和气象数

据（全球水平辐射、漫射水平辐射、温度、相对湿度、

风速、风向）进行仿真实验。本文数据采样间隔为   

5 min，每天取 08:00—17:55 时段的功率值，每天有

120 个数据点，全年共有 43 800 个数据点。根据当

地气候状况，将原始功率集按季节划分为春      

（9 月—11 月）、夏（12 月—2 月）、秋（3 月—5 月）、

冬（6 月—8 月）4 个数据集，每个数据集进行相似

日聚类，聚类为 3 种代表性的相似日类型（晴天、

雨天、多云）数据集，聚类后的数据集为训练样本，

选取各相似日数据集下的最后一天为测试样本，验

证模型在不同季节、不同天气下的预测性能。 

4.2 误差指标 

误差指标是衡量预测精度的统一标准，单一误差

指标不能全面分析模型预测效果。本文采用 3 种误差

指标对功率预测模型的结果进行评价，依次为RMSE、

平均绝对误差（mean absolute error，MAE）和平均绝

对百分比误差（mean absolute square error，MAPE）： 

2
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式中：yi为第 i 个数据点的功率真实值； ˆ
iy 为第 i 个

数据点的功率预测值；n 为光伏功率点的总数。 

4.3 VMD 有效性验证 

本文采用 VMD 对光伏功率原始数据集进行分

解，为了验证VMD分解的有效性，选取CNN-SVM、

BiLSTM、VMD+CNN-SVM 和 VMD+ BiLSTM 4 个

预测模型进行对比，分别对晴天、雨天和多云 3 种

天气类型的相似日样本进行预测。经 k-means 聚类

后 3 种天气历史功率数据集 VMD 分解结果（以雨

天为例）如图 6 所示，预测结果误差见表 1。 

 

图 6 雨天光伏功率原始数据 VMD 分解结果 

Fig.6 VMD decomposition results of raw photovoltaic 

power data on rainy days 

表 1 光伏功率 VMD 分解前后误差对比 

Tab.1 Error comparison before and after VMD 

decomposition of photovoltaic power 

天气 预测模型 δRMSE/kW δMAE/kW δMAPE 

晴天 

CNN-SVM 3.667 2.776 2.599 

BiLSTM 3.701 2.408 2.332 

VMD+CNN-SVM 2.923 1.957 2.105 

VMD+ BiLSTM 3.022 1.951 2.279 

雨天 

CNN-SVM 21.369 13.662 13.420 

BiLSTM 22.266 14.069 13.510 

VMD+CNN-SVM 6.871 5.127 5.971 

VMD+ BiLSTM 6.706 4.990 5.828 

多云 

CNN-SVM 24.328 15.728 34.697 

BiLSTM 23.971 15.591 34.605 

VMD+CNN-SVM 6.818 5.440 17.996 

VMD+BiLSTM 6.873 5.510 25.259 

从表 1 可以得出，经 VMD 分解后的模型在    

3 种不同天气类型下预测精度均比未采用 VMD 分

解模型的预测精度高。晴天天气下，历史功率曲线

趋势明显，各模型均能取得较好的预测结果，预测

精度提升较小。对于雨天和多云天气而言，功率曲

线趋势多变，规律性差，经 VMD 分解后的预测模

型的预测精度显著提升。以雨天为例，对于RMSE、

MAE和MAPE，VMD+CNN-SVM 模型比 CNN-SVM

模型分别降低了 67.84%、62.47%和 55.51%；

VMD+BiLSTM 模型比 BiLSTM 模型分别降低了

69.88%、64.53%和 56.86%。实验结果证明，光伏功

率数据集经 VMD 分解后再进行预测可以显著提高

预测精度。 
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4.4 组合预测模型验证 

为验证基于网格搜索法变权重模型（GS+VMD+ 

CNN-SVM+BiLSTM）对 CNN-SVM 和 BiLSTM 2 个

单一模型的预测结果加权求和性能，引入熵权法定

权重模型（EM+VMD+CNN-SVM+BiLSTM）进行误

差比对，功率样本集不变，预测结果误差见表 2。 

3 种测试日光伏功率预测曲线和误差对比如图 7—

图 12 所示。 

表 2 组合预测模型误差对比 

Tab.2 Error comparison of combined forecasting model 

天气 预测模型 δRMSE/kW δMAE/kW δMAPE 

晴天 

EM+VMD+CNN- 

SVM+BiLSTM 
2.680 1.826 2.048 3 

GS+VMD+CNN- 

SVM+BiLSTM 
2.606 1.876 1.885 0 

雨天 

EM+VMD+CNN- 

SVM+BiLSTM 
5.805 4.328 5.050 0 

GS+VMD +CNN- 

SVM+BiLSTM 
5.477 3.957 4.767 0 

多云 

EM+VMD+CNN- 

SVM+BiLSTM 
6.068 4.809 18.221 0 

GS+VMD +CNN- 

SVM+BiLSTM 
5.796 4.445 16.937 0 

 

图 7 晴天光伏功率预测曲线 

Fig.7 Photovoltaic power forecast curve on sunny days 

 

图 8 晴天光伏功率预测误差对比 

Fig.8 Comparison of photovoltaic power forecast error  

on sunny days 

 

图 9 雨天光伏功率预测曲线 

Fig.9 Photovoltaic power forecast curve on rainy days  

 

图 10 雨天光伏功率预测误差对比 

Fig.10 Comparison of photovoltaic power forecast error 

on rainy days 

 

图 11 多云光伏功率预测曲线 

Fig.11 Photovoltaic power forecast curve on cloudy days 

由表 1—表 2 和图 7—图 12 可以得到如下结论： 

1）单个模型实现光伏功率预测时精度偏低。以

多云天气为例，对于 RMSE 、 MAE 和 MAPE ，

VMD+CNN-SVM+BiLSTM 模型比 VMD+CNN-

SVM 模型分别降低了 14.99%、18.29%和 5.88%；

比 VMD+BiLSTM 模型分别降低了 15.67%、19.33%

和 32.95%。 
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2）组合预测模型精度优于单一预测模型，时变

权重模型优于定权重模型。以雨天、多云天气的测试

日为例，相比于熵权法定权重组合（EM+VMD+ 

CNN-SVM+BiLSTM）预测模型，基于网格搜索算法

的时变权重预测模型（ GS+VMD+CNN-SVM+ 

BiLSTM）的RMSE 在 2 个测试日分别降低了 5.65%

和 4.48%；MAE 分别降低了 8.57%和 7.57%；MAPE

分别降低了 5.60%和 7.05%。 

3）GS+VMD+CNN-SVM+BiLSTM 组合模型在

3 种不同天气情况下，模型误差均是最低的，表明

该组合模型预测性能优越。 

 

图 12 多云光伏功率预测误差对比 

Fig.12 Comparison of photovoltaic power forecast error  

on cloudy days 

5 结  语 

本文提出了一种基于相似日聚类和网格搜索

算法优化的超短期光伏功率组合预测模型。所提的

组合预测模型中，其思想是“聚类-分解-集成-加

权-预测”。考虑到光伏功率数据季节性的特点，首

先将原始功率数据划分 4 个季节，并利用 k-means

聚类算法将每个季节功率数据分为 3 类相似日天气

集；然后采用 VMD 方法将各相似日数据集分解为

多个子序列；接着分别采用 CNN-SVM、BiLSTM   

2 个预测模型对子序列功率进行预测并叠加获得实

际光伏功率，实验验证了 VMD 分解的可行性；最

后采用网格搜索法对 2 个单一模型的预测结果进行

加权组合得到最优的组合预测模型，并与熵权法加

权组合模型进行对比。实验结果表明 GS+VMD+ 

CNN-SVM+BiLSTM 模型能够很好地预测光伏功

率，相较于其他混合模型，本文所提模型预测性能最

优，对实际工程中光伏功率预测模型的选择提供了

参考价值，在其他领域也具有一定应用前景和意义。 
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