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摘　要：针对暂态工况下难以高精度获取双馈风机（doubly  fed  induction  generator，DFIG）电磁模型控制参

数的问题，提出了一种基于长短期记忆（ long  short-term  memory，LSTM）神经网络的 DFIG控制参数高精度

辨识方法。首先，利用 RT-LAB 半实物仿真平台测量并获取 DFIG 控制器硬件在环数据，并在 Plecs 平台中

搭建 DFIG 模型的辨识模型；然后，采用 Person 相关系数法提取出高相关性特征并进行神经网络训练；最

后，利用提出的 LSTM 神经网络对 DFIG 的控制参数进行辨识，并与实测数据进行对比，验证了所提方法

的可行性、有效性和实用性。结果表明，相比于传统辨识方法，所提 LSTM 神经网络参数辨识方法在暂态

工况下可有效提高 DFIG电磁模型控制参数的辨识精度。
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0    引言

能源危机促进了新能源的快速发展，以风电

为代表的新能源机组在电网中的占比不断提高，

但具有间歇性和随机性特征的风电机组通过非线

性电力电子变流器大量接入电网对电力系统的安

全稳定运行带来巨大挑战 [1]，主要原因之一是风

机控制参数对其出力特性影响巨大，而风机实际

控制参数难以收集，导致研究人员无法获得风机

的精确模型，因此，从风机自身特性研究和电力

系统稳定性分析的角度来看，对风机的真实控制

参数进行高精度辨识具有极为重要的实际意义和

研究意义 [2-4]。

在风机控制参数辨识方面，国内外学者开展

了大量研究 [5-13]。文献 [8] 基于风机原理证实其控

制参数具有可辨识性；文献 [9] 采用阻尼最小二

乘法对风机解耦参数进行了辨识，但其内环控制

参数的辨识结果较差；文献 [10] 利用粒子群算法

对并网逆变器的控制参数进行了辨识，但粒子群

算法容易陷入局部最优，容易出现局部控制参数

辨识精度较差的问题；文献 [11] 基于逆变器的输

出状态对风机的控制参数进行了辨识；文献 [12]
结合伪随机信号和频域解析法提取出了风机的控

制参数，但对时域响应跟踪能力较差；文献 [13]
在对双馈风机叠加三相 M 序列激励信号的基础

上，利用正余弦优化算法对控制参数进行辨识寻

优，但其所采用的激励信号及其实施过程较为

复杂。

控制参数在暂态故障下对并网点的动态特性

影响最为明显，采用人工智能算法通过辨识手段

获取双馈风机控制参数是较为有效的技术手段。

文献 [14] 针对电压跌落故障提出了基于粒子群算

法的分步辨识方法，实现了对网侧电流内环参数

和无功电流支撑参数的辨识，但该方法容易陷入

局部最优，无法适应复杂工况，甚至单一工况下

也难以获得完备且准确的控制参数。作为深度学

习经典方法之一，长短期记忆（ long short-term
memory，LSTM）具有通过提取时序数据特征来

挖掘未来数据复杂变化趋势的能力 [15]，而双馈风

机响应具有复杂的非线性和时序性，因此，将 LSTM
算法用于双馈风机的参数辨识具有天然优势。

根据上述研究背景，针对暂态工况下传统辨

识方法难以高精度辨识双馈风机电磁模型控制参

数的问题，本文提出一种基于 LSTM 的双馈风机
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控制系统参数辨识方法。基于 RT-LAB 半实物仿

真平台获得来自真实控制器的双馈风机硬件在环

测试数据，采用 Person 相关系数法提取高相关性

特征并进行神经网络训练，利用 LSTM 神经网络

对双馈风机的控制参数进行辨识。 

1    网侧控制系统建模

图 1 给出了双馈风机的网侧变流器控制模

型，采用电网电压定向矢量双闭环控制 [16]，电压

外环用于控制直流母线电压，电流内环 d 轴的参

考值 idg_ref 由直流电压外环计算得到，根据文献 [17]，
电流内环 q 轴的参考值 iqg_ref 设置为 0。根据图 1
所示的控制框图搭建双馈风机的辨识模型，辨识

模型中变压器、滤波器和其他元件的电气参数与

半实物测试模型的电气参数一致。
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图  1   网侧变流器控制框图

Fig. 1    Diagram of grid-side converter
 
 

假设中间变量为 x1、x2、x3，网侧变流器的控

制方程可写为

dx1

dt
= uDC_ref−uDC = −∆uDC （1）

idg_ref = −Kp1∆uDC+Ki1x1 （2）

dx2

dt
= idg_ref− idg = −Kp1∆uDC+Ki1x1− idg （3）

dx3

dt
= iqg_ref− iqg （4）

∆uDC

式中：Kp1、Ki1 分别为电压控制器的比例和积分

系数；uDC、uDC_ref 分别为直流母线电压的实际值

和参考值； 为直流母线电压实际值与参考值

的差值；idg、iqg 分别为网侧 d、q 轴电流的实际值。

结合式（1）~（4）可得

udg = Kp2
(
−Kp1∆uDC+Ki1x1− idg

)
+Ki2x2+XTgiqg

（5）

uqg = Kp3
(
iqg_ref− iqg

)
+Ki3x3−XTgidg （6）

式中：Kp2、Ki2 分别为电流内环控制器的第 1 组

比例和积分系数；Kp3、Ki3 分别为电流内环控制

器的第 2 组比例和积分系数；  udg、uqg 分别为网

侧 d、q 轴电压的实际值；XTg 为连接在变流器和

电网之间的变压器电抗值。

正常工况下， iqg_ref 一般为 0，但在故障工况

下， iqg_ref 由低电压穿越控制模块直接给定，其

值为

iqg_ref =
{

0, UN＞0.9 p.u.
kIN(0.9−UN), 0.2 p.u.≤UN≤0.9 p.u.

（7）

IN =
√

i2dg+ i2qg （8）

式中：k 为无功电流支撑系数；UN 为风机并网点

额定电压；IN 为网侧变流器额定电流。

当低电压穿越发生时，网侧变流器会发出一

定的无功功率，无功电流的数值可根据式（7）
得到，此时，q 轴电流内环切换到低电压穿越控

制模式，q 轴参考值由低电压穿越控制模块给定。 

2    基于 LSTM 的参数辨识方法
 

2.1    关键特征提取

在搭建双馈风机 LSTM 神经网络参数辨识模

型前，需采集特征-输出数据集，其中输入特征值

为与风机网侧控制器有关的参数，包括直流母线

电压 uDC、输出电流的 dq 分量 idg 和 iqg 及其与硬件

在环测试数据的误差值 R，输出值为网侧变流器

的控制参数。由于不同模型对特征的要求不同，

无关特征或特征过少不仅会导致神经网络训练效

果明显变差，还会大幅削弱神经网络的泛化能

力 [18]，导致损失函数 Loss 上升。因此，在训练神

经网络模型前，需增加输入特征集维度并去除无

关特征。

为了增加输入特征集维度，依据NB/T 31066—
2015《风电机组电气仿真模型建模导则》，以

uDC 为例，如图 2 所示，将仿真时间划分为 5 个区

间：稳态区间 A、C 和 E，暂态区间 B 和 D，并将

输入特征值中的 uDC、 idg 和 iqg 通过此方式分区间

取值作为特征集。其中 uDC 通过分区间取值后得

到特征值 Va、Vb、Vc、Vd 和 Ve， idg 通过分区间取
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值后得到特征值 Ida、Idb、Idc、Idd 和 Ide，iqg 通过分

区间取值后得到特征值 Iqa、Iqb、Iqc、Iqd 和 Iqe。

为了去除无关特征，采用 Person 相关系数法

对增加维度后的特征集进行相关性分析，相关系

数是一种用于表征变量之间变化关系的数学统计

指标，包含标准差和协方差 [19]。通过估算 2 个变

量之间的协方差和标准差，可得到 Person 相关系

数为

P =

n∑
i=1

(Xi− X̄)(Yi− Ȳ)√√ n∑
i=1

(Xi− X̄)

√√ n∑
i=1

(Yi− Ȳ)

（9）

X̄

Ȳ

式中：Xi、Yi 分别为样本 1、2 的第 i 个数值； 为

样本 1 均值； 为样本 2 均值；n 为样本中数值的

数量。P 的绝对值越大，表明两变量之间的相关

性越强。通过计算各区间特征值与输出控制参数

的 Person 相关系数，最终得出 P 值较大的区间特

征值并将其作为输入特征集。

图 3 为各特征值与待辨识参数的 Person 系数

和，Ida、Idd、Ide 和 Iqa 的 Person 系数和较其他特征

值较小，对待辨识参数影响较小，于是在特征集

中去除 Ida、Idd、Ide 和 Iqa 这 4 项输入特征值，取其

余 11项及 R 作为该神经网络模型的输入特征集。 

2.2    LSTM 神经网络算法

循环神经网络（ recurrent  neural  Network，
RNN）主要用于处理序列数据，基础的 RNN 结构

中，通常后输入的数据对训练结果产生的影响

大，前输入的数据对训练结果产生的影响小，继

而产生了梯度消失问题。为解决 RNN 长期依赖问

题，LSTM 在 RNN 的基础上增加了遗忘机制和保

存机制 [20]，可保留较长序列数据中的重要信息，

忽略不重要信息，以较精确的方式传递记忆。为

准确模拟目标模型，首先需要采集输出参数与对

应的输入特征数据集，经数据处理后，用于训练

和测试 LSTM神经网络模型。

⊕ ⊗

LSTM神经网络的神经元结构如图 4所示，其

核心细胞状态 c 受控于遗忘门、输入门和输出

门，其中：σ 为 sigmoid 函数；xt 为第 t 个单元的

输入；ct 为第 t 个单元的细胞状态；ht 为第 t 个单

元的隐状态； 、 分别为向量元素求和、求积符

号； c t– 1 为第 t –1 个单元的细胞状态；h t– 1 为第

t–1个单元的隐状态。
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图  4   LSTM 循环单元结构

Fig. 4    Circular unit structure of LSTM
 
 

输入门用于控制网络当前输入数据流入记忆

单元的数量，保存在 c 中，计算式为

it = σ (Wi [ht−1, xt]+bi) （10）

遗忘门可判断上一时刻记忆单元信息 ct– 1 对

当前记忆单元 ct 的影响程度，计算式为

ft = σ (Wf [ht−1, xt]+bf) （11）

c̃t = tanh(Wc [ht−1, xt]+bc) （12）

ct = ft ⊙ ct−1+ it ⊙ c̃t （13）

输出门控制记忆单元 ct 对输出值 ht 的影响，

计算式为
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图  2   仿真结果的区间划分

Fig. 2    Interval division diagram of simulation results
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图  3   各特征值 Person 系数和

Fig. 3    Sum of Person coefficients for eigenvalues
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ot = σ (Wo [ht−1, xt]+bo) （14）

ht = ot ⊙ tanhct （15）

c̃t

Wc c̃t

式中：Wi、Wf 和 Wo 分别为输入门、遗忘门和输

出门的网络层权重；bi、bf 和 bo 分别为输入门、

遗忘门和输出门的偏置项； b c 为网络层偏置；

ft 为遗忘门输出值； 为 t 时刻输入到神经元的信

息； 为计算 的权重； o t 为输出门输出值；

☉为哈达玛积运算符。

在 LSTM 神经网络训练中，数据集的选择和

分配及参数的调节对预测结果的准确性具有直接

影响。在 LSTM 神经网络训练过程中，随机选取

90% 数据集作为训练集， 10% 数据集作为验证

集，设置迭代训练次数为 500，消除单次训练产

生的误差，提高预测准确度。风机网侧变流器控

制参数 LSTM 神经网络辨识的总体流程如图 5 所

示，具体如下。
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图  5   LSTM 神经网络参数辨识流程

Fig. 5    Flow chart of parameter identification based on
LSTM neural network

 
 

1）采集参数 Kp1、Ki1、Kp2、Ki2、Ki3、Ki3 与

输出响应数据集；

2）增加输入特征集维度并依据 Person 相关系

数法去除无关特征；

3）对数据进行标准化处理，并划分样本训练

集和验证集；

4）初始化 LSTM神经网络参数；

5）训练 LSTM神经网络并得到辨识结果；

6）若误差小于一定值，输出最优解即为辨识

结果，否则重复步骤 4）和 5）。 

3    仿真算例

为验证所提双馈风机控制参数 LSTM 神经网

络辨识方法的可行性、有效性和准确性，在 Plecs
平台搭建双馈风机真实控制器的同构辨识模型，

双馈风机控制器半实物测试平台如图 6 所示，双

馈风机网侧变流器的电气参数见表 1。
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图  6   双馈风机控制器半实物测试平台

Fig. 6    HIL test platform for DFIG controller
 

 

  
表 1   双馈风机变流器电气参数

Table 1   Electrical parameters of DIFG converter

参数 数值 参数 数值

定子电阻/Ω 0.001 83 换流器直流侧电压/V 1 100

定子漏感/H 0.000 192 换流器直流侧电容/mF 15

转子电阻/Ω 0.001 87 风机额定电压/V 690

转子漏感/H 0.000 175 风机额定功率/MW 2

互感/H 0.003 938 网侧电抗器/μH 280

电机极对数 3 网侧滤波电容/μF 334（角接）
 
  

3.1    数据获取

为了验证辨识模型对复杂工况的适应性，设

置了 2 组风机并网点的电压跌落程度，分别为

20% 和 80%，跌落时间从 0.95 s 持续至 1.65 s，持

续时间为 0.7 s，每种工况采集 100 组数据，利用

200 组数据进行 LSTM 神经网络模型训练。电压

跌落 20% 时硬件在环实验数据波形如图 7 所示，

电压跌落 80% 时硬件在环实验数据波形如图 8 所

示，可以看出，在电压跌落开始和恢复时有振荡

产生，这是因为伴随着并网点电压跌落和恢复，

双馈风力发电系统内部将出现过电流、过电压与

转子转速骤升等一系列问题。 
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3.2    数据预处理

获得历史样本数据后，需对数据进行预处理

以获得可供模型训练的数据集。首先，对于存在

缺失或异常数据点的历史样本进行剔除，以免影

响神经网络辨识的准确度。然后，采用 Pearson 相

关系数法去除无关特征，筛选出与风机 dq 轴输出

特性相关性较高的特征变量作为神经网络的输

入。最后，对所采集数据进行归一化处理，限定

预处理的数据在 [0, 1]内，消除奇异样本数据导致

的不良影响。 

3.3    模型训练

首先，将预处理后的 200 组数据作为 LSTM
神经网络的输入，其中 90% 作为训练集，10% 作

为验证集；然后，设置损失函数 MSE 和优化器

Adam，采用 LSTM 神经网络对所采集序列进行辨

识；最后，设置验证集最后一组特征为实际数

据，其输出的参数作为最终辨识值。经大量调试

工作后，得到 LSTM 神经网络的结构参数与网络

训练参数，如表 2所示。 

  
表 2   LSTM 神经网络结构参数与训练参数

Table 2   Structural and training parameters of LSTM
neural network

输入

维度

输出

维度

隐藏层

层数

隐藏层

神经元数
学习率

训练

次数

12 6 2 11 0.015 500
 
 

模型训练过程中，损失函数的变化过程如

图 9 所示，训练 350 次后损失函数达到 0.01 以

下，训练 375 次后损失函数达到 0.005 以下，训练

500次后模型的损失函数为 0.003 4。 
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图  9   损失函数曲线

Fig. 9    Curve of loss function
 
 

不同阶段风电往往通过切换控制模式来实现

控制目标，控制参数也会随之变化，一组控制参

数不能完全满足对真实控制器的仿真需求，因此

本文通过对稳态期间和低电压穿越期间的控制参

数分别进行辨识，得到 2 组控制参数输入仿真模

型。图 10 为模型训练稳态控制参数的最终结果，
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图  7   电压跌落 20% 时硬件在环实验数据波形

Fig. 7    HIL test data waveform with voltage drop of 20%
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图  8   电压跌落 80% 时硬件在环实验数据波形

Fig. 8    HIL test data waveform with voltage drop of 80%
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图 11 为模型训练低电压穿越期间控制参数的最终

结果，模型辨识结果与样本数据基本重合，取得

了良好辨识效果。

为了进一步验证所提模型辨识的有效性和实
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图  10   稳态控制参数训练结果

Fig. 10    Training results of steady-state
control parameters
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图  11   低电压穿越期间控制参数训练结果

Fig. 11    Training results of control parameters during low
voltage ride through
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用性，将本文的 LSTM 模型同 BP 模型及 RNN 模

型进行对比，采用相同实测数据对上述模型进行

训练。BP 模型和 RNN 模型参数设置如表 3 所示。
 

  
表 3   BP 和 RNN 神经网络结构参数与训练参数

Table 3   Structural and training parameters of BP and
RNN neural networks

方法
输入

维度

输出

维度

隐藏层

层数

隐藏层

神经元数
学习率

训练

次数

BP 12 6 1 20 0.050 20 000

RNN 12 6 2 11 0.015 500
 
 

将 3 组辨识曲线与实测曲线对比，电压跌落

20% 条件下测试结果如图 12 所示，电压跌落

80%条件下测试结果如图 13所示。
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图  12   电压跌落 20% 时的输出响应

Fig. 12    Output response with voltage drop of 20%
 
 

由图 12 和 13 可知，不同模型辨识曲线趋势

相同，但在波动较为明显的时间区域，辨识误差

较大，而本文 LSTM 模型得到的辨识结果与实测

结果最为接近，得到的控制参数也最为接近实际

控制参数。

以 uDC 为例，按照式（16）分别计算电压跌

落程度 20% 和 80% 下 3 种模型辨识结果在 A、

B、C、D 和 E 区间的平均偏差，再对 4 种工况下

的平均偏差取平均值，即

FV =

∣∣∣∣∣∣
Kend∑

i=Kstart

(uM−ui)

Kend−Kstart+1

∣∣∣∣∣∣, V = A,B,C,D,E （16）

FV式中： 为区间 V 的平均偏差；uM 为实测直流电

容电压； u i 为辨识模型直流电容电压； K s t a r t、

Kend 分别为区间第一个和最后一个仿真数据序号。

得到 BP、RNN 和 LSTM 模型输出结果在各区

间的误差如表 4所示。
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图  13   电压跌落 80% 时的输出响应

Fig. 13    Output response with voltage drop of 80%
 

 
表 4   3 种辨识模型误差对比

Table 4    Comparison of errors for three
identification models

%

模型 Va Vb Vc Vd Ve Ida Idb Idc

BP 1.15 2.88 1.45 0.94 0.87 0.35 5.13 1.35

RNN 1.72 3.39 1.89 1.32 2.01 0.13 4.01 1.22

LSTM 0.64 1.65 1.13 0.67 0.71 0.11 2.87 0.98

模型 Idd Ide Iqa Iqb Iqc Iqd Iqe

BP 0.97 0.28 0.32 0.64 0.82 3.84 1.63

RNN 1.13 0.62 1.23 0.96 2.87 5.58 1.78

LSTM 0.72 0.11 0.21 0.58 0.69 2.74 1.57
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由表 4 可知，相比于 BP、RNN 模型，LSTM
模型对 uDC、 idg、 iqg 的辨识结果精度更高，可在

A、B、C、D 和 E 区间以更高的精度辨识出 20%
和 80% 低电压穿越工况下双馈风机的控制参数

Kp1、Ki1、Kp2、Ki2、Kp3 和 Ki3。 

4    结语

针对暂态工况下难以高精度获取双馈风机电

磁模型控制参数的问题，本文提出了基于 LSTM
神经网络算法的双馈风机控制参数辨识方法，并

通过测试实验证实了所提方法在双馈风机控制参

数辨识问题上的可行性、有效性和实用性。相比

于 BP、RNN 算法的辨识结果，提出的 LSTM 算法

或模型在 20% 和 80% 低电压穿越工况下具有更高

的控制参数辨识精度。
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Identification Method for Control Parameters of Doubly-Fed Induction
Generator Based on LSTM Neural Network

XUE Fei1, LI Hongqiang1, LI Xutao1, XU Hengshan2
(1. Electric Power Research Institute of State Grid Ningxia Electric Power Co., Ltd., Yinchuan 750001, China; 2. College of Electrical

Engineering & New Energy, China Three Gorges University, Yichang 443002, China)

Abstract: Since it is difficult to obtain highly accurate control parameters of the electromagnetic model of a doubly-fed induction
generator (DFIG) under transient conditions, a high precision identification method for the control parameters of DFIG based on long
short-term memory (LSTM) neural network was proposed. Firstly, the RT-LAB hardware-in-the-loop (HIL) simulation platform was
used to measure and obtain the HIL data of the DFIG controller, and the identification model of DFIG was built in the Plecs platform.
Secondly, the Person correlation coefficient method was used to extract highly correlated features and train the neural network.
Finally, the proposed LSTM neural network was used to identify the control parameters of DFIG and compare them with the
measured data. As a result, the feasibility, effectiveness, and practicability of the proposed method were verified. The results show
that compared with the traditional identification methods, the proposed parameter identification method based on LSTM neural
network can effectively improve the identification accuracy of the control parameters of the electromagnetic model of DFIGs under
transient conditions.

This work is supported by Natural Science Foundation of Ningxia Hui Autonomous Region (No.2022AAC03612).

Keywords: doubly-fed induction generator; hard-in-the-loop; parameter identification; long short-term memory network; Person
correlation coefficient method
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