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融合流-热场耦合仿真与 EEMD-LSTM 网络的油浸

式变压器热点温度快速预测方法 
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摘 要：快速准确地预测变压器热点温度是实现变压器状态检测、故障预测以及动态增容的重要前提，其关键是

实现变压器热点温度动态预测以及提高热点温度预测模型的抗噪性能。该文通过流-热场耦合仿真计算，获取不同

环境温度和负载变化工况的热点温度训练样本，采用长短期记忆网络(long short-term memory network，LSTM)构
建深度学习模型，从而实现热点温度动态预测。采用集成经验模态分解(ensemble empirical mode decomposition，
EEMD)降低输入数据中的噪声干扰，提高深度学习模型抗噪性能。以 20 MVA/110 kV 油浸式变压器为对象进行分

析，并搭建变压器热点温升试验平台进行模型有效性验证，EEMD-LSTM 网络预测的热点温度相比试验结果的平

均误差仅有 1.35 ℃，引入幅值为 5 ℃的随机噪声后，最大误差仅增大 0.47 ℃。结果表明：基于 EEMD-LSTM
网络的深度学习模型能够实现变压器热点温度动态预测，同时具有良好的抗噪性能，对变压器负荷能力动态评估

与动态增容的研究具有重要意义。 
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Abstract：Fast and accurate prediction of hot spot temperature is an important precondition for condition detection, fault 
prediction and dynamic overload of transformers. The key is to realize dynamic prediction of transformer hot spot tem-
perature and improve anti-noise performance of the hot spot temperature prediction model. In this paper, the hot spot 
temperature training samples of different ambient temperature and load change conditions are obtained through 
flow-thermal field coupling simulation calculation. The long short-term memory network (LSTM) is used to construct a 
deep learning model so as to realize the dynamic prediction of hot spot temperature. The ensemble empirical mode de-
composition (EEMD) is used to reduce the noise interference in the input data, improving the anti-noise performance of 
the deep learning model. A 20 MVA/110 kV oil-immersed transformer is taken as example for analysis, and an experi-
mental platform of transformer hot spot temperature rise is built to verify the validity of the model. The average error of 
the hot spot temperature predicted by the EEMD-LSTM network compared with the experimental results is only 1.35 ℃. 
After introducing random noise with amplitude of 5 ℃, the maximum error only increases by 0.47 ℃. The results show 
that the deep learning model based on EEMD-LSTM network can realize the dynamic prediction of transformer hot spot 
temperature, and it has good anti-noise performance, which is of great significance to the study of dynamic evaluation of 
transformer load capacity and dynamic capacity increase. 
Key words：hot spot temperature; flow-thermal coupling simulation; long short-term memory network; ensemble em-
pirical mode decomposition; oil-immersed transformer 
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0 引言 

过热故障是变压器运行中面临的严重故障之

一，会缩短变压器寿命，甚至引起变压器烧毁，造

成重大经济损失[1-2]。实时准确地预测变压器热点温

度是保证其安全运行的重要前提[3]，也为变压器动

态增容决策[4]提供了关键的温度约束条件。变压器

热点温度的获取方法主要包括：直接测温法、热路

模型法、数值仿真分析法以及智能算法[5]。 
通过布置温度传感器，可以直接测量变压器的

内部温度[6]。例如：分布式光纤温度传感器的最大

测量误差已小于 1 ℃[7]。然而，传感器安装数量和

位置受限，无法获得变压器内部全局温度场分布，

因此测得的温度不一定是变压器内部的最高温度。

热路模型法将变压器内部传热过程转换成电路模

型，从而估计出热点温度[8]。然而，热路模型同样

无法获得温度场分布，在实际应用中预测精度有限。 
数值计算法主要通过有限元法或有限体积法

计算变压器内部温度[9]。有限元算法需要同时对时

间和空间域进行离散，导致流-热场耦合计算过于复

杂，收敛性不佳[10]。有限体积法在求解流体传热时，

在迭代中不断预测和修正，可显著提高仿真的收敛

性和准确度[11]。然而，数值计算法计算时间长，大

型变压器单工况计算耗时达数小时甚至数天，无法

满足热点温度实时预测的需求。 
近年来，采用智能算法预测变压器热点温度成

为研究热点。传统神经网络，如反向传播神经网络

(back propagation neural network，BPNN)[12]、支持

向量机(support vector machine，SVM)[13]、遗传算法

(genetic algorithm，GP)[14]等，能够提取出热点温度

与负载率、环境温度和顶层油温等输入特征量之间

的映射关系。然而，变压器负载率动态变化将造成

热点温度产生动态变化，这些网络因缺乏存储和处

理过去时刻热点温度信息的单元，在稳态温度预测

时具有极高的准确度，但动态温度预测准确度将变

差[15]。有学者采用长短期记忆网络(long short-term 
memory network，LSTM)对地铁站用干式变压器的

热点温度动态进行预测，通过对网络结构的修正，

实现对过去热点温度信息的存储和处理，从而预测

热点温度动态变化[16]。由于大型变压器工作环境温

度范围宽，且动态增容时变压器负荷会在短时间内

突变，通过变压器试验和现场运行取得的数据难以

覆盖多因素组合下的复杂运行状态，不利于深度学

习网络的准确训练和泛化提升[17]。 
将数值仿真计算法与深度学习网络相结合，能

够同时保证温度预测的准确性和快速性[18]。目前，

该方法已在海水温度预测、电池热失效预测等领域

取得一定进展，但在变压器热点温度实时预测方面

研究较少[19]。有学者以 100 kVA/10 kV 变压器为对

象，采用有限元仿真与 BP 神经网络相结合的方法，

将前一时刻热点温度也作为输入特征量，实现了负

载突变情况下热点温度变化趋势的实时预测[20]。然

而，该网络虽然考虑了前一时刻的热点温度，但难

以利用更长时间的热点温度信息，预测精度有待提

高，且在大容量变压器中的应用效果也需进一步研

究；此外，实际监测数据中存在噪声，造成深度学

习网络预测准确度下降。 
综上所述，现有热点温度预测方法还存在以下

问题：首先，通过变压器试验和现场运行获取的训

练数据工况覆盖有限，难以高效训练深度学习网络，

泛化性能有待提高；其次，仅将前一时间点的热点

温度信息纳入网络训练，难以充分利用热点温度的

历史信息，变压器热点温度动态预测精度和时间长

度有待提高；最后，实际监测数据的噪声会降低深

度学习网络预测精度。 
针对以上问题，本文以 20 MVA/110 kV 油浸式

变压器为研究对象，构建流-热场耦合仿真模型，采

用有限体积算法仿真得到不同环境温度和负载变化

工况下的大量热点温度样本。同时采用LSTM网络，

有效利用热点温度的历史信息，准确提取出热点温

度动态演变与环境温度、负载变化、顶层油温等可

测特征量的复杂关联关系，实现了变压器热点温度

的动态预测。此外，引入集成经验模态分解

(ensemble empirical mode decomposition，EEMD)算
法优化 LSTM 网络，降低了噪声对热点温度预测效

果的干扰，提高了网络的抗噪性能。 

1  变压器热点温度仿真模型的构建 

本文以 20 MVA/110 kV三相油浸式变压器为研

究对象，变压器的电学和结构参数如表 1 所示。仿

真建模和计算流程如图 1 所示，主要方法为：首先，

通过有限元算法求取不同负载率下的绕组和铁芯的

发热功率密度，将其输入至温度仿真模型中；接着，

通过有限体积算法仿真得到变压器内部温度分布。

最后，提取出不同环境温度和负载变化条件下的热

点温度和顶层油温样本。 
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1.1  变压器损耗计算 

变压器的铁芯损耗主要与硅钢片厚度、铁芯磁

通密度有关，绕组损耗主要与负载电流、导线电导

率有关[21]。为简化建模和计算，本文构建的热损耗

计算模型仅考虑了铁芯、绕组、变压器油和油箱结

构，变压器热损耗计算模型如图 2 所示。 
本文通过控制输入绕组低压侧和高压侧电流

大小来控制负载率大小。IEEE 标准指出，变压器工

作时的负载率 k 一般在 60%~120%之间[22]。通过变

压器热损耗计算模型，计算不同负载率下变压器铁

芯和绕组的功率损耗密度，为变压器温度场计算模

型提供热源损耗数据。 
1.2  变压器温度场计算 

1.2.1  变压器流-热场耦合仿真模型的建立 
变压器的散热片和油道结构会影响变压器的

油流情况，从而影响到变压器内部温度分布[23]。因

此，本文构建的温度场计算模型考虑了散热片、压

板、绝缘挡板、油道等结构。 
由于大型变压器 3 维模型网格数量众多，仿真

计算耗时极长，难以满足大量工况仿真需求。对变

压器进行 2 维等效可在保证一定准确度的前提下大

幅降低仿真复杂性，加快仿真速度[24]。因此，本文

采用 2 维等效模型来计算变压器内部温度分布，仿

真模型如图 3 所示。 
为保证 2 维模型结构的等效性，本文在建模前

做了以下假设[24]： 
1）变压器绕组为对称结构，附近的温度场和

流场对称分布，绕组温度沿圆周方向无明显梯度变

化，因此可把 3 维计算转化成 2 维轴对称计算。 
2）三相绕组结构对称、热力学条件相同，绕

组间的相互影响极小(可忽略)，因此可以把三相问

题转化成单相问题进行计算。 
3）绕组的温度分布仅由发热量、绕组附近变

压器油的流动路径与流速决定。 
此外，本文采用模型等效散热面积与实际散热

器散热面积相等的方法来解决变压器结构中散热器

与铁芯的对称轴不重合的问题。 
1.2.2  网格剖分 

本文采用三角形网格与四边形网格相结合的

方法进行网格剖分。对于油箱内部的不规则区域，

采用三角形网格剖分提高计算精度。对于变压器绕

组、绝缘挡板、铁芯等规则区域，采用四边形网格

剖分提高计算效率。其中，变压器绕组顶部区域的 

表 1  油浸式变压器的电学及结构参数 

Table 1  The eletrical and structure parameters of  

oil-immersed transformer 

变压器参数 数值 

容量/MVA 20 
额定电压/kV 110/10.5 
额定电流/A 104.97/1 099.71 

高/低压线圈内径/mm 357/278 
高/低压线圈外径/mm 419/339 
高/低压绕组高度/mm 749/769 

油箱尺寸/ 3 572 mm×1 464 mm×2 335 mm
铁芯叠片总厚度/mm 496 

铁芯高度/宽度/窗高/mm 1 990/2 860/950 
铁芯柱宽度/间距/mm 520/1 170 

 

图 1  变压器热点温度仿真建模与计算流程 

Fig.1  Process of transformer hot spot temperature 

simulation modeling and calculation 

 

图 2  20 MVA 三相油浸式变压器热损耗计算模型 

Fig.2  Calculation model of 20 MVA three-phase  

oil-immersed transformer heat loss 

剖分结果如图 4 所示，网格单元数量约为 50 万个。

以网格单元质量、纵横比和偏度为标准来评估网格

质量[11]。网格质量指标的参考值以及本文变压器模

型剖分网格质量各指标的实际值如表 2 所示，表明

本文剖分的网格具有较高质量。 
1.2.3  仿真条件的设置 

在流-热场耦合仿真的边界条件方面，主要对初

始温度、壁面边界条件、对流换热系数和材料参数

进行设置。具体设置过程[20]如下： 
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图 3  变压器温度场仿真模型 

Fig.3  Simulation model of transformer temperature field 

 

图 4  绕组顶部附近局部网格剖分示意图 

Fig.4  Local grid diagram near the top of winding 

1）设置环境温度为 20~40 ℃，变压器油温、

油箱和散热片壁面温度初始值与环境温度一致。 
2）设置油箱壁和铁芯表面为无滑移，绕组和

散热片壁面为 Navier 滑移。 
3）将油箱顶面和底面的对流换热系数 h 设为

4 W/(m2·K) ， 侧 面 的 对 流 换 热 系 数 h 设 为

6 W/(m2·K)，散热片的对流换热系数 h 设为

12 W/(m2·K)。 
4）设置变压器的绕组、铁芯、变压器油、油

箱和挡油板的材料参数，材料参数如表 3 所示。其

中，θ 表示温度。 
1.2.4  仿真方法 

本文重点关注变压器热点温度在负载率突变

情况下随时间的演变规律，因此先通过稳态仿真求

取变压器在特定环境温度和负载率下的稳态温度场

分布，然后以稳态仿真的结果为初始条件进行瞬态

仿真，设置阶跃函数实现负载率的突变，求解热点 

表 2  网格质量标准参考值与实际值 

Table 2  Reference and real value of grid quality standard 

网格质量标准 参考值[11] 实际值 

单元质量 
平均值不低于 0.7， 
最小值不低于 0.5 

平均值：0.96 
最小值：0.57 

偏度 
要求在 5 以内， 

3 以内更好 
平均值：1.21 
最大值：2.89 

纵横比 最大值在 0.8 以内 
最大值：0.69 
平均值：0.07 

表 3  变压器材料参数 

Table 3  Transformer material parameters 

材料 参数 数值 

绕组 
密度/(kg·m–3) 8 800 

热导率/(W·m–1·K–1) 395 

比热容/(J·kg–1·K–1) 370 

铁芯 
密度/(kg·m–3) 7 650 

热导率/(W·m–1·K–1) 45 

比热容/(J·kg–1·K–1) 460 

变压器油

密度/(kg·m–3) 1 055.04–0.58θ –(6.41×10–5)θ 2 

热导率/(W·m–1·K–1) 0.134–(8.05×10–5)θ 

比热容/(J·kg–1·K–1) 
–13 408.15+123.044 2θ– 

0.335 4θ 2+(3.125×10−4)θ 3 

动力黏度/(Pa·s) 
91.452–1.332θ +(7.777×10–3)θ 2– 

(2.273×10–5)θ 3+(3.324×10–8)θ 4– 

(1.946 3×10–11)θ 5 

油箱 
密度/(kg·m–3) 7 860 

热导率/(W·m–1·K–1) 35 

比热容/(J·kg–1·K–1) 475 

挡油板 
密度/(kg·m–3) 1 150 

热导率/(W·m–1·K–1) 0.2 

比热容/(J·kg–1·K–1) 2 039 

 
温度的动态演变。例如，当负载率 k 从 80%上升至

100%时，首先通过稳态仿真求取负载率 80%时变压

器达到稳态后的温度分布，然后以稳态仿真的结果

为初始条件进行瞬态仿真，负载率在 1 h 后突变至

100%，继续运行 12 h，得到负载率变化后热点温度

的变化情况。将时间步长设置为 1 min，并保存每

分钟的温度结果，为深度学习网络训练提供足够样

本。在仿真计算速度方面，采用 64 核超算进行计算

后，单工况用时约为 2 h，能满足大量工况仿真需求。 

2  变压器温度预测深度学习模型构建 

2.1  训练数据结构 

本文通过变压器温度场瞬态仿真，得到时间尺

度 t 为 0~780 min，负载率变化范围为 60%~120%，

环境温度变化范围为 20~40 ℃时的热点温度数据

库。在该数据库中，作为深度学习网络的输入特征

量有 3 个，分别是负载率 k、环境温度θamb 和顶层
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油温θtop；输出特征量为变压器绕组热点温度θ。因

此，训练数据的输入特征向量可表示为： 

 1 2, ,   , ,  ,i C⎡ ⎤= ⎣ ⎦X X X X X… …   (1) 

式中：C=30，代表工况数。第 i 个工况下的输入特

征量可表示为： 

 amb top, ,i i i
i
⎡ ⎤=
⎣ ⎦

X k θ θ   (2) 

式中： ik 、 amb
iθ 、 top

iθ 分别为第 i 个工况下 t 分钟内

的负载率、环境温度和顶层油温，可表示为： 

 0 1 1,  ,  ,  ,  i i i i i
t tk k k k

Τ

−⎡ ⎤= ⎣ ⎦k …   (3) 

 amb amb,0 amb,1 amb, 1 amb,,  ,  ,  ,  i i i i i
t tθ θ θ θ

Τ

−⎡ ⎤= ⎣ ⎦θ …   (4) 

 top top,0 top,1 top, 1 top,,  ,  ,  ,  i i i i i
t tθ θ θ θ

Τ

−⎡ ⎤= ⎣ ⎦θ …   (5) 

热点温度特征向量可以表示为 y=[y1, y2, … , 
yi, … , yC]∈RC×t，yi为第 i 个训练工况下 t 分钟内

的热点温度，可表示为： 

 0 1 1,  ,  ,  ,  i
i i i i

t tθ θ θ θ
Τ

−⎡ ⎤= ⎣ ⎦y …   (6) 

训练数据库包含的变压器运行工况如图 5 所

示，训练数据库结构如图 6 所示，其中，环境温度

条件共 3 种，负载变化条件共 10 种，每个工况下的

顶层油温和绕组最高温度数据有 781 组，一共有

23 430 组训练数据。 
由于输入特征量之间数据大小差异较大，在训

练过程中会带来较大波动，导致收敛速度慢，甚至

无法收敛。为解决该问题，采用 min-max 归一化方

法对负载率 k 之外的特征量进行归一化处理[19]： 

 
( ) ( )

( ) min
( ) ( )
max min

i i
i k

k i i

x x
x

x x
ε
ε

− +
=

− +
�   (7) 

式中： ( )i
kx 为第 k 个样本的第 i 个特征量的原始值；

( )
max
ix 、 ( )

min
ix 分别为第 i 个特征量所在样本中的最大值

和最小值；ε为防止分母为 0 引入的微小值，为 ( )i
kx� 第

k 个样本的第 i 个温度特征量的归一化值。 

2.2  融合 EEMD 与 LSTM 的深度学习模型构建 

2.2.1 集成经验模态分解(EEMD) 
模态分解法(EMD)[25]常用于处理非平稳时间

序列。基于 EMD，在输入特征序列 X(t)中插入高斯

白噪声序列，即为集成经验模态分解(EEMD)，可

保证输入特征序列 X(t)分解后得到的特征模态函数

(intrinsic mode function，IMF)的唯一性。EEMD 算

法充分利用高斯白噪声频率分布均衡的特点，取多

次 EMD 分解后得到的 IMF 平均值消除加入的白噪

声，从而改善模态混叠问题，显著降低了数据中的 

 

图 5  训练数据包含的运行工况 

Fig.5  Operation conditions contained in the training data 

 

 

图 6  数据库结构 

Fig.6  Structure of database 

 

噪声对深度学习网络预测效果的干扰。EEMD 的具

体步骤如下： 
1）在原始输入特征序列 X(t)中反复加入满足正

态分布的白噪声序列 ni(t)： 
 ( ) ( ) ( )i it t t= +X X n   (8) 

式中：ni(t)为第 i 次加入的白噪声序列；Xi(t)为加入

i 次白噪声序列后的热点温度序列。 
2）对加入白噪声后的输入特征序列 Xi(t)进行

EMD 分解，得到 IMF 分量 Ci,j(t)和余项 oi(t)。 

 ( ) ( ) ( ),
1

J

i i j i
j

t t t
=

= +∑X C o   (9) 

式中：Ci,j(t)为在热点温度序列中第 i 次加入白噪声

后，通过 EMD 分解得到的第 j 个 IMF 分量；J 为分

解的 IMF 分量数。 
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3）考虑不相关随机序列均值为零的特点，取

各分量平均值抵消重复白噪声对 IMF 分量的影响： 

 ( ) ( ),
1

1 N

j i j
i

t t
N =

= ∑C C   (10) 

式中：Cj(t)为 EEMD 分解后得到的第 j 个 IMF 分量；

N 为白噪声序列数。 
4）在进行多次 EEMD 分解后，得到输入特征

序列的最终变换结果，从而抵消噪声的影响： 

 ( ) ( ) ( )
1

J

j
j

t t t
=

= +∑�X C R   (11) 

式中：Cj(t)能够反映不同时间段热点温度的高低变

化的趋势；R(t)为经过多次分解后产生的总余项。 
2.2.2 基于 LSTM 的深度学习模型 

循环神经网络(recurrent neural networks，RNN)
广泛用于时间序列的预测，例如语音识别、股价预

测及电力需求方面预测[26]，因此也可用于随时间变

化的热点温度序列预测。RNN 网络的主要结构如图

7 所示。 
图 7(a)为基本 RNN 网络结构。在输入层中，特

征量 Xt包含 t 时刻的环境温度、负载率以及顶层油

温。输出层中，时刻 t 的隐藏变量 Ht，不仅取决于

该时刻的输入特征参量 Xt，也受前一时刻输出的隐

藏变量 Ht–1的影响，表达式如下： 
 ( )x 1 ht t t t tσ −= + +H X w H w b   (12) 
式中：wxt和 wht分别为 Xt和 Ht–1的权重；b 为偏置

常数；σ 为隐藏层激活函数。 
将前一时刻隐藏变量作为热点温度历史信息

考虑后，网络可处理较短时间步长内的热点温度信

息。然而，由于 RNN 单元只考虑了前一时间步的

热点温度，因此在时间尺度较长的情况下，网络的

预测精度会明显下降。此外，RNN 单元不会丢弃无

用历史信息，导致时间尺度变长时，特征量的权重

参数剧增，引起训练过程中的梯度衰减或爆炸问题。 
在基本 RNN 网络的基础上，通过引入了输入

门 It、遗忘门 Ft、输出门 Ot、候选记忆细胞 ˆ
tC 和记

忆细胞Ct，即可得到长短期记忆网络(LSTM)，LSTM

网络的单元结构如图 7(b)所示。 
LTSM 每个单元对热点温度信息的处理可以表

示为： 

 ( )xi 1 hi it t tσ −= + +I X W H W b   (13) 

 ( )xf 1 hf ft t tσ −= + +F X W H W b   (14) 

 ( )xo 1 ho ot t tσ −= + +O X W H W b   (15) 

 

图 7  循环神经网络 RNN 结构 

Fig.7  Structure of RNNs 

 ( )xc 1 hc c
ˆ tanht t t−= + +C X W H W b   (16) 

 1
ˆ

t t t t t−= ⊗ + ⊗C F C I C   (17) 

 ( )tanht t t= ⊗H O C   (18) 

式中：Wxi、Wxf、Wxo和 Whi、Whf、Who分别为输入

门、遗忘门和输出门的权重参数；bi、bf、bo分别为

输入门、遗忘门和输出门的偏差参数； ˆ
tC 为候选记

忆细胞；⊗代表矩阵中对应元素相乘。 
记忆细胞 Ct 用于存储变压器热点温度的历史

信息，从而实现长时间尺度下变压器热点温度的准

确预测；输入门 It和遗忘门 Ft可以更新记忆细胞中

的有用信息、丢弃无用信息，从而解决训练过程中

出现梯度衰减或爆炸的问题。 
为准确预测负载率变化时变压器绕组上的最

高温度随时间的演变特性，本文以 LSTM 网络为核

心进行深度学习模型的构建，深度学习模型代码用

Python 3.7 编写，深度学习模型的结构如图 8 所示。 
图 8 中， tx� 为第 t 分钟时的监测量经过 EEMD

分解后的结果。L1 和 L2 为 LSTM 网络隐藏层传递

函数。 X̂ 为监测数据，表达式如下： 

 [ ]0 1 1
ˆ ˆ ˆ ˆ ˆ,  ,  ,  ,  t t

Τ
−=X x x x x…   (19) 

式中： ˆtx 为第 t 分钟时的监测量，包含 t 分钟时刻
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的负载率 kt、环境温度θamb,t和顶层油温θtop,t的监测

值，表达式如下： 

 amb, top,ˆ ,  ,  t t t tk θ θ⎡ ⎤= ⎣ ⎦x   (20) 

ŷ 为 EEMD-LSTM 网络预测的热点温度，包括

t 分钟内的热点温度和未来 τ 分钟的热点温度预测

值，表达式如下： 

 0 1
ˆ ˆ ˆ ˆˆ ,  ,  ,  ,  t tθ θ θ θ τ+
⎡ ⎤
⎣ ⎦y …=   (21) 

式中：τ 的大小可以根据实际需要在 EEMD-LSTM
网络构建时进行设置。 

3  仿真结果及深度学习模型预测结果 

3.1  变压器热点温度稳态仿真结果 

仿真不同负载率和环境温度下变压器稳态状

况时的热点温度分布，可为负载突变时变压器热点

温度随时间变化的瞬态仿真提供初始数据。仿真迭

代过程的收敛图如图 9 所示。由图 9 可知，仿真迭

代次数达到 5 000 左右时，残差基本稳定且残差值

小于 10–4，证明了仿真的收敛性良好。 
从仿真结果中选取环境温度为 30 ℃，负载率

分别为 90%、100%和 110%时，变压器热点温度分

布图，可得到变压器热点温度分布规律，以及热点

温度随负载率的变化规律。低压绕组轴向变压器热 

 

图 8  基于 LSTM 网络的深度学习模型结构 

Fig.8  Structure of deep learning model based on LSTM 

点温度随高度的变化如图 10 所示，温度分布随负载

率的变化规律如图 11 所示。 
从图 10、图 11 可知，沿绕组轴向上，变压器

温度随高度呈现上升趋势，在接近绕组顶部位置时

达到最大值。由于变压器绕组和底油之间发生的是

对流传热，因此变压器绕组与底油交界面附近温度

变化显著。变压器顶油区域会保留较高温升，一定

程度上能反映绕组热点温度的变化情况。环境温度 

 

图 9  仿真计算收敛图 

Fig.9  Convergence diagram of simulation 

 

 

图 10  变压器低压绕组轴向高度温度分布 

Fig.10  Temperature distribution of transformer low-voltage 

winding with axial height 

 

图 11  负载率 90%~110%时变压器内部温度分布 

Fig.11  Temperature distribution of transformer 

when the load rate is 90%~110% 
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为 30 ℃，负载率为 90%、100%、110%时，变压器

的热点温度分别为 81.4、90.0、99.2 ℃，顶层油温

分别为 69.0、75.9、83.4 ℃。随着负载率上升，热

点温度和顶层油温均以较快速度上升。 
从仿真结果中选取负载率为 100%，环境温度

分别为 20、30、40 ℃时，变压器热点温度分布如

图 12 所示，热点温度分别为 82.3、90.0、98.0 ℃，

顶层油温分别为 67.5、75.9、84.5 ℃。热点温度和

顶层油温随环境温度升高而上升。通过仿真得到的

变压器内部温度分布规律以及绕组上的热点温度符

合变压器运行的实际情况[22]。 
3.2  变压器流场分布结果 

借助流线轨迹分析功能可得变压器内部流场

分布情况，如图 13 所示。变压器内部大部分区域油

流速很低，小于 0.70 cm/s，较高的油流速主要分布

在顶油区域、散热器入口以及绕组竖直油道附近。

最大油流速约为 3.52 cm/s。 
3.3  负载率变化时热点温度的动态变化 

从仿真结果中选取环境温度 30 ℃，负载率分

别从 100%上升至 120%和从 100%下降到 80%时的

热点温度随时间变化趋势曲线，如图 14 所示。 
从图 14 可以看出，变压器热点温度在负载变

化初期迅速上升或下降，之后变化速度减慢，并在

负载率改变 10 h 左右后趋于稳定，符合正常情况下

负载突变时的热点温度变化规律[22]。 
3.4  基于 EEMD-LSTM 模型的热点温度预测结果 

为评估 EEMD-LSTM 模型的预测效果，首先，

通过损失函数变化曲线评估深度学习网络的训练效

果；然后，将仿真所得热点温度随时间变化的曲线

与 EEMD-LSTM 网络的预测结果进行对比，评估模

型的热点温度预测效果；最后，将 EEMD-LSTM 网

络与其他网络的预测效果进行比较，证明

EEMD-LSTM 网络具有更好的预测效果。 
3.4.1 深度学习网络的训练 

为保证深度学习网络达到最好的训练效果，在

进行多次模型参数调整后，最终选择网络的隐藏层

数为 3，节点数分别为 64、16 和 4，训练算法采用

Adam 算法，训练次数为 400。训练误差函数变化曲

线如图 15 所示。其中，误差函数表达式如下： 

 ( )2
1

1 ˆ
n

i i
i

L y y
n =

= −∑   (22) 

式中：n 为训练数据样本数；yi和 ŷi分别为时间步 i
的变压器绕组热点温度θ 的仿真值和深度学习模型 

 

图 12  环境温度 20~40 ℃时，变压器内部温度分布 

Fig.12  Temperature distribution of transformer 

under different ambient temperatures 

 

图 13  变压器流场分布仿真结果 

Fig.13  Simulation results of the fluid field of transformer 

 

图 14  热点温度随时间的变化曲线 

Fig.14  Hot spot temperature curves with time 
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图 15  误差函数随迭代次数的变化曲线 

Fig.15  Curve of the error as a function of iteration 

 
预测值归一化后的结果。 
3.4.2 模型预测效果 

为验证 EEMD-LSTM 模型对变压器热点温度

演变特性的预测能力，先采用训练数据范围覆盖的

工况进行验证。环境温度分别为 25、30、35 ℃，

负载率从 95%上升至 115%时，仿真所得热点温度

曲线与深度学习模型预测温度曲线如图 16 所示。运

行条件为：在负载率 95%时温度达到稳定状态下先

运行 1 h，然后将负载率突增至 115%继续运行 12 h。
由图 16 可知，在训练数据覆盖的工况内，本文构建

的 EEMD-LSTM 模型热点温度预测的最大误差和

平均误差分别为 0.32 ℃和 0.16 ℃，证明了模型具

有较好的预测精度。 
为了进一步验证 EEMD-LSTM 模型的外推能

力，采用训练数据之外的负载变化工况进行验证。

环境温度分别为 15、30、45 ℃，负载率从 110%上

升至 130%时，仿真所得热点温度曲线与深度学习

模型预测温度曲线如图 17 所示。运行条件为：在负

载率 110%时温度达到稳定状态下先运行 1 h，然后

将负载率突增至 130%继续运行 12 h。由图 17 结果

可知，模型热点温度预测的最大误差和平均误差分

别为 0.49 ℃和 0.20 ℃，仍然具有很高的预测精度，

也证明了本文构建的模型在训练数据工况外也具有

一定的外推能力。 
3.4.3 不同深度学习网络预测效果对比 

为证实本文所构建深度学习模型相比传统深

度学习模型具有更好的预测效果和抗噪性能，在不

给数据加噪声的情况下，将 EEMD-LSTM 网络与支

持向量回归网络(support vector regression，SVR)、
BPNN 和传统 LSTM 网络的预测效果进行对比，接

着引入幅值为 5 ℃的随机噪声序列，再将不同网络 

 

图 16  负载率从 95%上升至 115%时，深度学习模型预测与

仿真计算所得热点温度对比 

Fig.16  Hot spot temperature calculated by deep learning 

model compared with simulation when the load rate rises  

from 95% to 115% 

 

图 17  负载率从 110%上升至 130%时，深度学习模型预测

与仿真计算所得热点温度对比 

Fig.17  The hot spot temperature calculated by  

deep learning model compared with simulation when the load 

rate rises from 110% to 130% 

 
的预测效果进行对比。其中，运行条件为：环境温

度 30 ℃，在负载率 110%时温度达到稳定状态下先

运行 1 h，然后将负载率突增至 130%继续运行 12 h。
不同网络学习训练过程的迭代收敛曲线如图 18 所

示。由图 18 可知，EEMD-LSTM 网络的误差函数

收敛最快，SVR、BPNN、LSTM 和 EEMD-LSTM
网络的最终迭代误差分别为 0.012 8、0.011 0、0.003 1、
0.002 2，表明了 EEMD-LSTM 网络具有更好训练效

果。加入噪声前后，仿真所得热点温度曲线与深度

学习模型预测温度曲线分别如图 19 和图 20 所示。

温度预测的最大误差和平均误差的对比结果如表 4
所示。结果表明：本文构建的 EEMD-LSTM 模型相

比其他模型，具有更好的温度预测效果。加入噪声

后，EEMD-LSTM 网络的温度预测误差增大较小，

仅增大了 0.47 ℃，而其他网络预测误差显著增大，

证明了EEMD-LSTM 网络具有较好的抗噪性能。 
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图 18  不同深度学习模型的学习训练过程 

Fig.18  Training process of different deep learning model 

 

 

图 19  不同深度学习模型预测热点温度与仿真计算所得 

热点温度对比 

Fig.19  The hot spot temperature calculated by different deep 

learning model compared with simulation 

 

3.5  仿真模型与深度学习模型有效性的实验验证 

20 MVA 大型变压器温度达到稳定的时间极

长，单工况运行时间在 30 h 以上，且大型变压器设

备成本高，试验电价昂贵，因此大型变压器试验难

度大。 
本文采用 30 kVA/10 kV 的三相变压器进行试

验，并运用本文提出的方法对试验用变压器进行仿

真建模，以及构建温度预测深度学习模型。试验用

变压器的主要参数见表 5。变压器实物结构及其流-
热场耦合仿真模型分别如图 21、图 22 所示。其中，

试验用变压器绕组为层式结构，且无挡油板结构。 
采用荧光光纤测温系统获取变压器热点温度

和顶层油温。由于变压器热点温度位于接近低压绕 

 

图 20  不同深度学习模型的抗噪性能 

Fig.20  Anti-noise ability of different deep learning model  

 

表 4  不同网络的预测结果 

Table 4  Prediction results of different network 

模型网络 
温度预测无噪声数据/℃ 温度预测数据混入噪声/℃

最大误差 平均误差 最大误差 平均误差

SVR 2.89 1.56 5.27 1.97 
BPNN 2.65 1.25 4.90 1.65 
LSTM 0.84 0.31 2.68 1.07 

EEMD-LSTM 0.49 0.20 0.96 0.31 

 
表 5  试验用变压器的主要参数 

Table 5  Parameters of experimental transformer 

变压器参数 数值 

容量/kVA 30 

额定电压/kV 10/0.4 

额定电流/A 1.73/43.3 

高压线圈内径/mm 209/147 

高压线圈外径/mm 243/181 

低压线圈内径/mm 147/85 

低压线圈外径/mm 173/111 

高/低压绕组高度/mm 110/116 

油箱尺寸 850 mm×410 mm×480 mm 

铁芯叠片总厚度/mm 132/80 

铁芯高度/宽度/窗高/mm 310/440/150 

铁芯柱宽度/间距/mm 80/180 

 
组顶部处[23]，因此在每个低压绕组距离顶部 3 mm
位置分别布置 2 路测温探头，取其最大值作为热点

温度；在距离油箱顶部 5 mm 位置布置 1 路测温探头

来获取顶层油温。光纤传感器布置示意图如图 23 所

示。该光纤温度传感器的测温范围为−20~260 ℃，测

温精度为±0.5 ℃。 
现场试验设备布置如图 24 所示。通过负载电 
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图 21  变压器实物 

Fig.21  Real transformer 

 

 

图 22  试验用变压器的 2 维等效模型 

Fig.22  2D equivalent model of experimental transformer 

 
流控制台给变压器加载。光纤传感探头通过变压器

箱顶的贯通器和法兰组件向外引出，与光纤传感装

置的主机相连，光纤传感装置的主机对传感器采集

到的数据进行处理，并显示各个探头测得的温度。

光纤传感主机通过 USB/RS-485 转换器与计算机相

连，将采集到的温度数据存储到计算机中。 
本文试验包含两种工况：负载率从 100%上升

至 120%；负载率从 100%下降至 80%。运行条件为：

变压器在负载率 100%条件下运行至热点温度达到

稳定状态，然后将负载率升高或降低 20%，再次运

行至热点温度达到新的稳定状态。仿真计算所得热

点温度曲线、EEMD-LSTM 网络反演所得热点温度

曲线与试验测得热点温度曲线如图 25 所示。仿真热

点温度与实测热点温度间的最大误差为 2.43 ℃，平

均误差为 1.12 ℃，证明了本文仿真建模方法的有效

性。EEMD-LSTM 网络预测热点温度与实测热点温 

 

图 23  光纤传感探头布置位置 

Fig.23  Arrangement location of the optical fiber sensor 

 

 

图 24  试验设备 

Fig.24  Experimental setup 

 
度间的最大误差为 2.81 ℃，平均误差为 1.35 ℃，

进一步验证了 EEMD-LSTM 网络能满足热点温度

动态预测需求。 

4  结论 

本文以 20 MVA 油浸式变压器为对象，通过流-
热场耦合仿真，得到变压器内部温度场分布，并获

取不同环境温度和负载率变化条件下的大量温度数

据样本。提出 EEMD 优化 LSTM 网络的方法，构

建了深度学习模型，实现了变压器热点温度的实时

准确预测。主要结论如下： 
1）通过构建变压器流-热场耦合仿真模型，仿

真得到不同环境温度和负载变化条件下的变压器热 
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图 25  试验结果 

Fig.25  Experimental results 

 

点温度和顶层油温数据，进而为温度预测深度学习

模型的训练提供大量多工况组合训练数据。通过变

压器热点温升试验对仿真模型进行验证，结果表明

仿真所得热点温度曲线与试验测得的热点温度曲线

平均误差为 1.12 ℃，证明了流-热场耦合仿真模型

能够为深度学习模型提供可靠训练数据。 
2）以负载率、环境温度、顶层油温时间序列

作为输入特征量，采用 EEMD 优化过的 LSTM 网

络构建热点温度预测的深度学习模型。通过测试表

明 EEMD-LSTM 模型预测的热点温度与仿真所得

热点温度的最大误差和平均误差分别为 0.49 ℃和

0.20 ℃，相比 SVR、BPNN 及传统 LSTM 模型具

有更高的准确性。 
3）通过在热点温度数据中引入幅值 5 ℃的随

机噪声来验证 EEMD-LSTM 模型的抗噪性能。结果

表明，本文方法与仿真结果相比，引入噪声后的最

大误差为 0.96 ℃，平均误差为 0.31 ℃，相比 SVR、

BPNN 及传统 LSTM 模型具有更好的抗噪性能。 
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